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内容梗概

あるプログラミング言語で書かれたソースコードを別の言語に翻訳する自動コード翻訳の
研究において，機械学習を用いるニューラル機械翻訳が注目されている．ニューラル機械翻
訳は，事前に翻訳ルールを逐一定義するルールベース機械翻訳と比べて作成の労力が低く，
人間が読みやすいコードが生成されやすいというメリットがある一方で翻訳の精度が低いと
いう問題がある．
本研究では様々な分野で高い性能を発揮している最新の大規模言語モデルであるGPT-4

を対象として，C++，COBOL，Go，Java，Rust，Python3のソースコードに対する自動
コード翻訳タスクの精度を調査した．既存のデータセットはGPT-4が事前学習済みである
可能性が高いため，新たにデータセットを作成して調査を行った．
その結果，GPT-4が既存の事前学習モデルよりも精度が高いこと，翻訳元言語よりも翻

訳先言語のほうが精度への影響が大きいこと，出力に対して静的解析ツールを利用すること
で精度が向上すること，プロンプトの記述言語が日本語の場合のほうが英語の場合に比べて
精度が高いこと，自動コード翻訳タスクにおいてはChain-of-Thoughtが有効ではないこと
がわかった．

主な用語

GPT-4

自動コード翻訳
プロンプトエンジニアリング
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1 はじめに

自動コード翻訳とはあるプログラミング言語で書かれたソースコードを別の言語に翻訳す
る技術のことである．COBOLから Javaなどのレガシーな言語からモダンな言語への翻訳
や，Python3からC++など低速高水準言語から高速低水準言語への翻訳などに利用されて
いる [2, 6]．
自動コード翻訳の手法の 1つとして，ルールベース機械翻訳がある．ルールベース機械翻

訳を用いた自動コード翻訳ツールとして，例えばCython [2]，opensourceCOBOL4j [6]など
が挙げられる．これはルールや辞書に沿って翻訳を行う手法のことであり，この手法はルー
ルの範囲内であれば正確に翻訳を行うことができる．しかし，翻訳のために大量のルール登
録を手動で行う必要があり，このルール登録には非常に労力がかかる．また，人間にとって
読みにくい不自然な翻訳が出力される場合もある [36]．
そこで，ルールベース機械翻訳に代わる手法としてニューラル機械翻訳が提案された [5]．

これは機械学習を用いて翻訳を行う手法であり，メリットとして，人間が作成したコードを
学習しているため人間が理解しやすい翻訳が出力されやすいこと，ルールベース機械翻訳と
比較してルール登録の手間がかからないということが挙げられる．しかし最新のニューラル
機械翻訳モデルの 1つである TransCoder-IR [36]においても，C++，Go，Java，Rust間
を相互に翻訳した場合の精度が平均 44.2%と低く，正確に翻訳ができないことが多いという
問題がある．

2023年 3月にOpenAI社から最新の大規模言語モデル (LLM)であるGPT-4 [29]が公開さ
れた．LLMとは，事前学習済み言語モデル (PLM)のモデルサイズ，学習データサイズをス
ケーリングすることにより，通常の PLMよりも複雑なタスクを解く能力 (創発的能力 [40])

を獲得したモデルの呼称である [35, 44]．GPT-4は学習に自然言語，ソースコード，画像を
使用しており，以下のように多くの分野で高い精度を達成している．

• Uniform Bar Examination(米国統一司法試験)を受験者の上位 10％の成績で合格 [29]．

• 自然言語翻訳において既存の商用製品レベルのスコアを達成 [16]．

• 既存モデルよりもコード理解，コード生成において高精度 [3, 29]．

GPT-4は高精度でコード理解，コード生成を行うことができるため，自動コード翻訳タ
スクも高精度で行うことができると予想できる．しかし，GPT-4の自動コード翻訳タスク
の精度を調査する研究はまだ存在しない．
そこで本研究ではGPT-4の自動コード翻訳タスクの精度を調査した．対象の言語として

C++，COBOL，Go，Java，Rust，Python3を選択した．
本研究の主な貢献は以下の通りである．
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• GPT-4 (gpt-4-0613)が事前学習していないデータから新たにコード翻訳タスクのテス
ト用データセットを作成した．

• GPT-4が既存の自動コード翻訳モデルよりも高精度でコード翻訳を行えることを明ら
かにした．

• 翻訳先言語，翻訳元言語の組み合わせによって翻訳の精度が変化することを明らかに
し，特に翻訳先言語が翻訳の精度へ大きく影響することを明らかにした．

• 静的解析ツールを用いることが精度の向上に有効であることを明らかにした．

• プロンプトの言語が日本語の場合の方が英語の場合よりも精度が高いことを明らかに
した．

• コード翻訳タスクにおいては Chain-of-Thought [41]が有効ではないことを明らかに
した．
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2 背景

2.1 機械翻訳による自動コード翻訳

2017年のアメリカにおいて，実運用で使用されている COBOLコードは 2200億行を超
え，ATMの 95%が COBOLに依存している [33]．しかし COBOLの開発者が引退するに
つれてこれらのシステムをメンテナンスできる開発者が減少し，サポートが危ぶまれてい
る [4, 19]．そのため，既存の COBOLコードを Javaや C++のような新しい言語に移行す
る必要があるが，レガシーシステムの移行にはソース言語とターゲット言語の両方の専門知
識が必要であり，コストがかかることが多い．例えばオーストラリアのコモンウェルス銀行
は，プラットフォームを COBOLから Javaに変換するために約 7億 5000万ドルと 5年を
費やした [14]．このように，人によるレガシーシステムの移行はコストがかかるため，機械
翻訳による自動化を行いたい．
事前に作成したルールに従って翻訳を行う手法であるルールベース機械翻訳を用いてレガ

シーシステムの移行を支援することは可能であるが，一般的にルールベース機械翻訳の出力
は冗長であり可読性が低い [36]．そのため，レガシーシステムと同様に後のメンテナンスが
困難になる．
それに対して，ニューラル機械翻訳は人間が書いたコードを学習しているため，可読性が高

いコードを出力しやすい．そのため，ニューラル機械翻訳はレガシーシステム移行に有用であ
ると考えられる．しかし，最新のニューラル機械翻訳モデルの 1つであるTransCoder-IR [36]

においても翻訳の精度が平均 44.2%と，精度の低さが課題となっている．

2.2 LLM

事前学習済み言語モデル (PLM)とは大量のテキストコーパスで事前学習されたモデルの
ことである．PLMは事前学習後にタスクに応じてファインチューニングをすることで様々
なタスクに対応することができる．PLMの例として，双方向 LSTMを用いた ELMo [31]

や，Transformer [39]を用いたGPT-2 [32]，同じくTransformerを用いたBERT [7]などが
挙げられる．

PLMは多くの場合，モデルサイズやデータサイズのスケーリングによって能力が向上す
ると報告されている [17]．PLMをスケーリングすることで，通常の PLMよりも複雑なタ
スクを解く能力 (創発的能力 [40])を獲得したモデルを一般的に大規模言語モデル (LLM)と
呼ぶ [35, 44]．LLMの例としてOpenAIが開発したGPT-3.5 [28]，GPT-4 [29]，Metaが開
発した Llama 2 [38]，Googleが開発したGemini [37]などが挙げられる．

LLMの応用例としてGPT-3.5，GPT-4を対話用にチューニングしたChatGPT [27]があ
り，高い会話能力を示している．ChatGPTの登場でLLMはより注目されるようになり，研
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究論文が保存・公開されている世界最大のリポジトリである arXiv1において，ChatGPTの
リリース後に LLMに関する論文が急増している [44]．

2.3 プロンプトエンジニアリング

LLMは基本的に入力としてテキストを与えると，その入力テキストに応じたテキストが
出力される．LLMに与える入力テキストは一般的にプロンプトと呼ばれる．プロンプトの
変更により LLMの出力の性能が変化することが報告されている [41]ため，プロンプトを
工夫することが重要視されている．これをプロンプトエンジニアリング [25, 42]と呼び，例
えば思考の連鎖を促すことで出力の質を上げるChain-of-Thought [41]などのテクニックが
ある．
また，プロンプトを記述する言語が精度に影響を与えるという報告も行われている [8,

21, 29]．プロンプトの言語の影響はタスクによって異なることが報告されており，例えば，
GPT-4はMMLUデータセット [11, 12]においてプロンプトの言語が日本語より英語の場
合のほうが 5.6％精度が高いと報告されている [29]一方で，ChatGPTは安全なコードの生
成においてはプロンプトの言語が日本語の場合も英語の場合も精度は同等であると報告 [45]

されている．

2.4 LLMとコード関連タスク

近年，ソフトウェア工学コミュニティと機械学習コミュニティの双方から LLMのコード
生成の能力を評価する報告が出されている [1, 9, 24]．また，同様にコード理解も高精度で
行うことができると報告されている [3, 29]．

LLMのコード理解・生成の機能をサービス化した例としてGitHub Copilot [10]が挙げら
れる．これは統合開発環境上で動作するプログラマ支援ツールで，コードの自動補完や，自
然言語からのコード生成などのさまざまな機能を持ち，2023年 10月時点で 100万人以上の
有償ユーザが存在すると報告されている [43]．

2.5 LLMと自動コード翻訳

関連研究 [15]では StarCoderBase [23]とGPT-3.5-turbo [28]の自動コード翻訳タスクの
精度の評価を行っている．Java，Python3，C++，C#，JavaScriptを含む新たなデータセッ
トであるG-TransEvalを作成して評価した結果，これらの LLMは既存の事前学習モデルよ
りも高い精度を発揮し，特にGPT-3.5-turboが良い性能を発揮したと報告されている．

1https://arxiv.org/
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しかし，作成されたデータセットに含まれるデータは LLMが事前学習の段階で学習済み
の可能性があり，そのことが精度に影響を及ぼしている可能性についても同研究では述べら
れている．また，COBOLなどのレガシーな言語を含む翻訳性能の評価は行われていない．
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3 調査内容

本研究では，GPT-4の自動コード翻訳タスクの精度に関する 4つの調査を行った．

調査 1: ニューラル機械翻訳モデルとGPT-4の比較

GPT-4がニューラル機械翻訳モデルと比較して有用かどうかを調査する．比較対象として
最新のニューラル機械翻訳モデルの 1つであるTransCoder-IR [36]を選択する．TransCoder-

IRは関数単位の翻訳を行うモデルであるため，GPT-4も関数単位での翻訳を行って精度の
比較を行う．対象の言語は C++，Go，Java，Rustの 4言語とする．

調査 2: 異なる特徴の言語間における翻訳の精度

C++，COBOL，Go，Java，Rust，Python3で記述されたソースコードを翻訳し，レガ
シーな言語とモダンな言語間や，静的型付け言語と動的型付け言語間などの異なる特徴を持
つ言語間での翻訳の精度の傾向を調査する．同時にコード単位での翻訳の精度も調査する．

調査 3: プロンプトの言語が翻訳の精度に与える影響

LLMはタスクによってプロンプトの言語の影響が異なることが報告されている [29, 45,

8, 21]．
調査 3ではプロンプトが日本語の場合と英語の場合の翻訳の精度を比較し，GPT-4の自

動コード翻訳タスクにおけるプロンプトの言語の影響を調査する．

調査 4: プロンプトにChain-of-Thought [41]を導入した場合の精度

プロンプトエンジニアリングの 1つに，思考の連鎖を促すことで精度を向上させるChain-

of-Thought [41]という技術があり，その一種にプロンプトの末尾に思考の連鎖を促すプロ
ンプトを追加する Zero-Shot Chain-of-Thought [20]という技術がある．
調査 4では Zero-Shot Chain-of-Thoughtをプロンプトに導入することで精度がどのよう

に変化するか調査する．
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4 準備

本研究で使用するGPT-4のモデル (gpt-4-0613)は 2021年 9月以前のデータで学習を行っ
ている [29]．コード翻訳タスクの評価は通常 CodeXGLUE [26]等のデータセットが使用さ
れるが，これらのデータセットはGPT-4が既に学習している可能性がある．そこで，本研
究ではGPT-4が事前学習していないデータからデータセットを新たに作成して調査を行う．
データセットはC++，COBOL，Go，Java，Python3，Rustのソースコードとテストケー
スを含む．
本節では，データセットの作成方法，作成したデータセットを用いた翻訳の精度の調査方

法，精度調査時の各言語の実行環境について述べる．

4.1 データセットの作成

データセットは競技プログラミングサイトであるAtCoder2の問題に提出されたソースコー
ドと，AtCoderが公式に公開している各問題のテストケース3から作成した．
対象の問題は 2022年 1月 ∼2023年 6月までの期間に AtCoderにおいて開催された At-

Coder Beginner ContestのA問題とB問題とし，対象の言語はC++，COBOL，Go，Java，
Python3，Rustとする．
対象の全ての問題に対して，対象の各言語で以下の処理を行いソースコードを取得する．

1. 問題に提出された正解ソースコードを行数で昇順にソートし，上位 25%を除いたソー
スコードのうち行数最小のものを取得．この処理を行うことで，極端に短いソースコー
ドや極端に冗長なソースコードを除外できる．

2. 取得したソースコードを実行し，全てのテストケースに通過することを確認．

作成したデータセットのソースコード情報を表 1に示す．トークン数の算出にはANTLR4

を利用した．COBOLのみソースコード数が少ないのはAtCoderの対象問題のうち，COBOL

の解答が提出されていない問題が存在したためである．

4.2 精度の調査方法

作成したデータセットに含まれるソースコードを翻訳し，翻訳の精度を調査する．本研究
における評価指標は全てテストの合格率を指標とする計算精度 [34]を採用する．
具体的に C++からRustの翻訳の精度を調査する場合の流れを図 1に例示する．

2https://atcoder.jp/
3https://www.dropbox.com/sh/nx3tnilzqz7df8a/AAAYlTq2tiEHl5hsESw6-yfLa?dl=0
4https://www.antlr.org/
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表 1: データセットのソースコード情報

言語 ソースコード数 平均行数 平均トークン数
C++ 140 22.5 131.5

COBOL 98 35.5 316.9

Go 140 19.7 189.8

Java 140 24.0 163.5

Python3 140 9.1 82.9

Rust 140 16.5 208.7

ソース
コード
(C++)

ソース
コード
(Rust) テスト翻訳

図 1: C++からRustの翻訳の精度調査の流れ

1. データセットに含まれるC++のソースコードを何らかのツールを用いてRustで記述
されたソースコードに翻訳．

2. 対応する全てのテストケースを実行する．このとき，実行時間を 10秒に制限し，これ
を超えた場合はテストケースに失敗したとみなす．

3. 全てのテストケースに通過すれば翻訳は正しいとし，正しい翻訳が出力される精度を
調査する．

4.3 各言語の実行環境

各言語の実行環境を以下に示す．

C++

• OS: Windows 10 Pro for Workstations

• g++: 9.20

COBOL

• OS: Ubuntu 22.04.3 LTS

11



• cobc: 3.1.2.0

Go

• OS: Windows 10 Pro for Workstations

• go: 1.20.6

Java

Javaは launch4j5を用いて jarファイルから exeファイルを作成して実行した．環境は以
下の通り．

• OS: Windows 10 Pro for Workstations

• javac: 20.0.2

• launch4j: 3.50

Python3

• OS: Windows 10 Pro for Workstations

• python: 3.9.13

Rust

• OS: Windows 10 Pro for Workstations

• cargo: 1.75.0-nightly

5https://launch4j.sourceforge.net/
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5 調査 1: ニューラル機械翻訳モデルとGPT-4の比較

GPT-4と最新のニューラル機械翻訳モデルである TransCoder-IRとの精度比較を行う．
TransCoder-IRは関数単位での翻訳を行うモデルであるため，GPT-4でも同様に関数単位
で翻訳を行う．対象の言語はTransCoder-IRが学習に使用しているC++，Go，Java，Rust

とする．

5.1 データセットの加工

本調査では関数単位での翻訳の精度の調査を行いたいが，先述したデータセットではソー
スコード単位での翻訳の精度しか調査できない．そこで関数単位の翻訳の精度を調査するた
めに，先述したデータセットの C++，Go，Java，Rustのソースコードを加工する．

1. 各ソースコードにおいて，以下の 2つの関数を含むように手作業で変更する．

• 関数main: 標準入力からの入力の受け取りと関数 solveの呼び出し．
• 関数 solve: 処理と処理結果の標準出力への出力．

このとき，書き換え後のソースコードは関数mainと関数 solve以外の関数を含まない
ようにする．書き換えの例を図 2に示す．

2. 書き換え後のソースコードを実行し，全てのテストケースに通ることを確認する．こ
の処理によって手作業で行った書き換えの正しさが保証される．

加工後のデータセットのソースコード情報を表 2に示す．トークン数の算出にはANTLR

を利用した．
このデータセットに含まれる各ソースコードの関数 solveを翻訳して精度を調査する．

表 2: 調査 1で使用するデータセットのソースコード情報

言語 ソースコード数 関数 solveの平均行数 関数 solveの平均トークン数
C++ 140 17.2 105.5

Go 140 10.7 147.7

Java 140 14.1 110.5

Rust 140 11.3 191.4
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void solve(int abc)
{

int a, b, c, d;
a = abc / 100;
b = (abc % 100) / 10;
c = (abc % 100) % 10;
d = a + b + c;

cout << d * 100 + d * 10 + d << endl;
}

int main() {
int abc, a, b, c, d;
cin >> abc;
a = abc / 100;
b = (abc % 100) / 10;
c = (abc % 100) % 10;
d = a + b + c;
cout << d * 100 + d * 10 + d << endl;
return 0;

}

int main()
{

int abc;
cin >> abc;

solve(abc);
return 0;

}

図 2: C++のソースコードを関数 solveと関数mainに分ける処理の例

5.2 調査方法

データセットの各ソースコードの関数 solveをTransCoder-IR，GPT-4で翻訳し，翻訳の
精度の調査を行う．C++からRustに翻訳する場合の実験の流れを図 3に例として示す．

1. データセットに含まれる C++のソースコードの関数 solveを取得する．

2. 関数 solveを TransCoder-IR，あるいはGPT-4を用いてRustで記述された関数に翻
訳する．GPT-4においては出力されたコードブロックを出力とし，複数出力された
場合は最後に出力されたコードブロックを出力とする．ここで出力された関数を関数
solve’とする．

3. 関数 solve’を含む実行可能なソースコードを作成する．具体的には，関数 solve’を呼
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関数
solve
(C++)

関数
solve’
(Rust)

TransCoder-IR
または
GPT-4

テスト

ソース
コード
(Rust)⼿動補完

図 3: 調査 1における C++からRustの翻訳の精度調査の流れ

び出す関数 mainとライブラリのインポートを手動で補完する．このとき関数 solve’

は一切変更しない．

4. テストケースを全て実行し，全てのテストケースに通過すれば翻訳は正しいとする．
このとき，実行時間を 10秒に制限し，これを超えた場合はテストケースに失敗したと
みなす．

5. 正しい翻訳が出力される精度を調査する．

5.3 モデルの設定

TransCoder-IRは配布されているモデル6をそのまま使用した．GPT-4はAPIを使用し，
モデルは gpt-4-0613を選択した．C++から Rustへの翻訳を行う際のプロンプトを以下に
例示する．� �
あなたは優秀なソフトウェアエンジニアです．
C++で記述された以下の関数をRustの関数に翻訳してください．必ず翻訳結果のみを
出力してください．
```

{C++で記述された関数 }
```� �

5.4 結果

結果を表 3に示す．表における縦軸は翻訳元言語，横軸は翻訳先言語を示す．結果から，
GPT-4が全てのペアにおいてTransCoder-IRよりも精度が高いことがわかる．このことか
ら，GPT-4は既存のニューラル機械翻訳モデルよりも高精度であると言える．

6https://github.com/facebookresearch/CodeGen/blob/main/docs/TransCoder-IR.md
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表 3: TransCoder-IRとGPT-4における関数単位の翻訳の精度 (TIR: TransCoder-IR)

C++ Go Java Rust 平均
TIR GPT-4 TIR GPT-4 TIR GPT-4 TIR GPT-4 TIR GPT-4

C++ - - 0.45 0.93 0.54 0.93 0.24 0.85 0.41 0.90

Go 0.29 0.89 - - 0.33 0.86 0.16 0.84 0.26 0.86

Java 0.41 0.91 0.34 0.94 - - 0.19 0.92 0.31 0.92

Rust 0.07 0.84 0.05 0.88 0.04 0.83 - - 0.05 0.85

平均 0.26 0.88 0.28 0.92 0.30 0.87 0.20 0.87 0.26 0.88

5.5 考察

5.5.1 TransCoder-IRの精度

TransCoder-IRに関する報告 [36]では C++，Go，Java，Rustの 4言語で翻訳の精度を
調査した結果，精度の平均は 0.44と報告されている．しかし，本実験では同様の言語，同様
の指標であるにも関わらず精度の平均が 0.26と大幅に低下している．原因を調査するため
にTransCoder-IRの評価用データセット (以下，TransCoder-test)と本実験で作成したデー
タセットの比較を行う．

TransCoder-testは TransCoder [34]の評価時に作成されたデータセットを拡張したもの
で，プログラミング学習サイトであるGeeksForGeeks7に提出されたソースコードから作成
されている．TransCoder-testに含まれる関数を確認したところ，以下の特徴が確認できた．

• 全ての関数は 1つの数値，または boolを返す．

• 関数内では標準出力への出力を行わない．

• 関数の引数の型が限定的である．

「関数の引数の型が限定的である」とは，例えば，Rustにおける関数の引数の型の種類は
mut i32 (可変 32bit符号付き整数)，*mut i32 (i32型のデータへの可変ポインタ)，mut u32

(32bit符号なし整数)，mut f32 (32ビットの浮動小数点数)，mut f64 (64ビットの浮動小
数点数)の 5種類のみしか含んでおらず，usize (環境依存符号なし整数)，Vec< > (動的配
列)，String (文字列)などの一般的に使用される型が含まれていないということを示す．
また，関連研究において，TransCoder-testは単純な関数が多く含まれており，それによっ

て不当に精度が高く報告されている可能性について報告されている [15]．
7https://www.geeksforgeeks.org/
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表 4: 関数のトークン数と翻訳の精度の相関係数

(a) TransCoder-IRにおける関数のトークン数
と翻訳の精度の相関係数

C++ Go Java Rust

C++ - −0.36 −0.29 −0.19

Go −0.19 - −0.29 −0.33

Java −0.28 −0.31 - −0.28

Rust −0.07 −0.14 −0.06 -

(b) GPT-4における関数のトークン数と翻訳の
精度の相関係数

C++ Go Java Rust

C++ - −0.21 −0.26 −0.29

Go 0.02 - −0.03 −0.17

Java −0.04 −0.31 - −0.22

Rust −0.08 −0.13 −0.11 -

対して，本研究で作成したデータセットは関数の引数の型を限定しておらず，元のソース
コードで記述された型をそのまま使用しているため，引数の型においてTransCoder-testよ
りも一般的であると考えられる．また，本研究で作成したデータセットには複数の値を標準
出力に出力する関数も含むため，返り値が 1つに限定されているTransCoder-testの関数よ
りも処理的に複雑な関数が含まれていると考えられる．
つまり，本研究で作成したデータセットはTransCoder-testよりも一般的で複雑な関数を

含むため，TransCoder-IRに関する報告よりも TransCoder-IRの精度が低下したと考えら
れる．

5.5.2 関数のトークン数と翻訳の精度の相関

関数単位の翻訳におけるトークン数と翻訳の精度の相関を調査する．翻訳が正しい場合は
1，不正な場合に 0として，翻訳元の関数のトークン数との相関係数を算出した．この相関
係数は−1に近づくほど，トークン数が少ないほど翻訳の精度が向上する傾向にあることを
示す．トークン数の算出にはANTLRを利用した．
調査結果を表 4に示す．表における縦軸は翻訳元言語，横軸は翻訳先言語を示す．また，

相関係数の絶対値が 0.3以上の場合に背景色を緑としている．結果から，トークン数と翻訳
の精度には一部弱い相関関係があるが，全体を通して大きな相関関係がないことが確認でき
た．つまり TransCoder-IR，GPT-4のいずれにおいても，今回のデータセットに含まれる
ような短い関数においては，関数のトークン数は翻訳の精度に大きな影響はないということ
がわかる．
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6 調査 2: 異なる特徴の言語間における翻訳の精度

C++，COBOL，Go，Java，Rust，Python3のソースコードを翻訳し，レガシーな言語
とモダンな言語間や，静的型付け言語と動的型付け言語間などの異なる特徴を持つ言語間で
の翻訳の精度の傾向を調査する．各言語の主な特徴を表 5に示す．
また，同時にコード単位での翻訳の精度を調査する．

6.1 調査方法

先述したデータセットに含まれるソースコードを翻訳し，精度を調査する．C++からRust

に翻訳する場合の実験の流れを例示する．

1. データセットに含まれる C++のソースコードをGPT-4を用いて Rustで記述された
ソースコードに翻訳．このとき，GPT-4が出力したコードブロックを出力とし，複数
出力された場合は最後に出力されたコードブロックを出力とする．

2. 各問題のテストケースを実行し，全てのテストケースに通過すれば翻訳は正しいとす
る．このとき，実行時間を 10秒に制限し，これを超えた場合はテストケースに失敗し
たとみなす．

3. 正しい翻訳が出力される精度を調査する．

6.2 モデルの設定

GPT-4はAPIを使用し，モデルは gpt-4-0613を選択した．C++からRustへの翻訳を行
う際のプロンプトを以下に例示する．� �
あなたは優秀なソフトウェアエンジニアです．
C++で記述された以下のソースコードをRustのソースコードに翻訳してください．必
ず翻訳結果のみを出力してください．
```

{C++で記述されたソースコード }
```� �

6.3 結果

実験結果を表 6に示す．また，各翻訳におけるコンパイルエラーの割合を表 7に示す．表
における縦軸は翻訳元言語，横軸は翻訳先言語を示す．
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表 5: 各言語の主な特徴

言語 型付け 登場時期 特徴
C++ 静的 1983年 C言語を高水準言語として使用できるように機能を拡張

した言語．
COBOL 静的 1959年 仕様が古く，一般的にレガシーな言語と言われる． モ

ダンな言語に比べて機能が少ない．
Go 静的 2009年 シンプルな記法と並列性を重視した言語．
Java 静的 1995年 JVM上で動作するためプラットフォームに依存せずに

動作可能．
Python 動的 1991年 動的型付け言語であり，実行時に型付けが行われる．
Rust 静的 2010年 所有権などの独自の仕組みによってガベージコレクショ

ンなしでメモリ安全性を達成．

6.4 考察

6.4.1 翻訳元言語と翻訳先言語が精度に与える影響

表 6から，翻訳元言語別の平均精度はばらつきが少ない (分散 = 0.001)のに対して，翻
訳先言語別の平均精度はばらつきが大きい (分散 = 0.08)ことが確認できる．このことから，
翻訳元言語よりも翻訳先言語の方が精度に影響することがわかる．
特に，C++，Javaが翻訳先言語である場合は精度がそれぞれ 0.81，0.85と比較的精度が

高いのに対して，COBOLが翻訳先言語である場合は精度が 0.01と非常に低いことがわか
る．また，表 7から翻訳先言語が COBOLの場合のコンパイルエラーの割合が他言語と比
べて高いことがわかる．このことから，GPT-4は COBOLのようなレガシーな言語のソー
スコードを構文的に正しく生成する能力が他言語と比べて低いことが考えられる．

6.4.2 動的型付け言語と静的型付け言語間の翻訳の精度

関連研究 [15]において，C++, C#，Java, JavaScript，Python3の 5言語で事前学習モデ
ルの翻訳の精度調査が行われており，一般的な事前学習モデルでは動的型付け言語から静的
型付け言語への翻訳の精度が低下すると報告されている．本実験では Python3のみが動的
型付け言語であり，残りの言語は静的型付け言語であるため，静的型付け言語から動的型付
け言語への翻訳の精度の平均は，翻訳先言語が Python3の場合の精度の平均である 0.65で
あり，動的型付け言語から静的型付け言語への翻訳の精度の平均は，翻訳元言語がPython3

の場合の精度の平均である 0.60となる．これらの精度に大きな差は見られないため，GPT-4
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表 6: GPT-4のソースコード単位の翻訳の精度

GPT-4 C++ COBOL Go Java Python3 Rust 平均
C++ - 0.01 0.70 0.90 0.63 0.63 0.59

COBOL 0.53 - 0.29 0.65 0.58 0.54 0.52

Go 0.90 0.01 - 0.94 0.67 0.58 0.62

Java 0.91 0.01 0.60 - 0.56 0.64 0.54

Python3 0.84 0.02 0.60 0.87 - 0.66 0.60

Rust 0.86 0.00 0.62 0.90 0.74 - 0.62

平均 0.81 0.01 0.56 0.85 0.65 0.61 0.58

表 7: GPT-4のソースコード単位での翻訳におけるコンパイルエラーの割合

GPT-4 C++ COBOL Go Java Python3 Rust 平均
C++ - 0.76 0.16 0.01 0.00 0.10 0.21

COBOL 0.07 - 0.21 0.05 0.00 0.10 0.09

Go 0.01 0.72 - 0.01 0.00 0.08 0.16

Java 0.00 0.65 0.25 - 0.00 0.11 0.20

Python3 0.01 0.69 0.16 0.01 - 0.17 0.21

Rust 0.02 0.71 0.23 0.01 0.00 - 0.19

平均 0.02 0.71 0.20 0.02 0.00 0.11 0.18

においては関連研究で報告されている動的型付け言語から静的型付け言語への翻訳の精度が
低下するような傾向は無いと考えられる．

6.4.3 ソースコードのトークン数と翻訳の精度の相関

ソースコード単位での翻訳におけるトークン数と翻訳の精度の相関の調査を行う．調査 1

の考察における実験と同様に，翻訳が正しい場合は 1，不正な場合に 0として，翻訳元のソー
スコードのトークン数との相関係数を算出した．この相関係数は −1に近づくほど，トー
クン数が少ないほど翻訳の精度が向上する傾向にあることを示す．トークン数の算出には
ANTLRを利用した．
調査結果を表 8に示す．表における縦軸は翻訳元言語，横軸は翻訳先言語を示す．結果か
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表 8: ソースコードのトークン数と翻訳の精度の相関係数

GPT-4 C++ COBOL Go Java Python Rust

C++ - −0.05 −0.10 −0.29 −0.10 −0.16

COBOL −0.09 - 0.03 −0.13 −0.19 −0.04

Go 0.02 −0.03 - 0.08 −0.12 −0.02

Java −0.15 −0.03 −0.05 - 0.10 −0.25

Python −0.07 −0.13 0.03 −0.11 - −0.25

Rust −0.06 0.00 −0.25 −0.08 −0.11 -

表 9: 調査 2の結果に静的解析ツールを適用した場合の精度

(a) goimportsを適用した場合の精度

GPT-4

(goimports)
Go

C++ 0.82 (+0.12)

COBOL 0.32 (+0.03)

Java 0.70 (+0.10)

Python3 0.68 (+0.08)

Rust 0.71 (+0.09)

平均 0.65 (+0.09)

(b) cargo-fixを適用した場合の精度

GPT-4

(cargo-fix)
Rust

C++ 0.65 (+0.01)

Go 0.58 (±0.00)

COBOL 0.54 (±0.00)

Java 0.66 (+0.02)

Python3 0.66 (+0.01)

平均 0.62 (+0.01)

ら，全てのコードのペアにおいて相関係数の絶対値が 0.3以上のものが存在しない，つまり
相関がないことが確認できる．このことから，ソースコード単位での翻訳においても関数単
位の翻訳と同様に，トークン数と翻訳の精度に大きな相関関係がないことがわかる．

6.4.4 静的解析ツールによるコンパイルエラーの解消

翻訳先言語がGoである場合のコンパイルエラーを調査すると未使用のパッケージをイン
ポートしていることによるコンパイルエラーが多く含まれていた．これは goimports8という
静的解析ツールを使うことで自動解決できる．また，翻訳先言語がRustである場合のコン
パイルエラーを調査すると，Rustのコンパイラが提案した修正を自動で適用するツールで

8https://pkg.go.dev/golang.org/x/tools/cmd/goimports
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表 10: 調査 2の結果に静的解析ツールを適用した場合のコンパイルエラーの割合

(a) goimports を適用した場合のコンパイ
ルエラーの割合

GPT-4

(goimports)
Go

C++ 0.03 (−0.13)

COBOL 0.12 (−0.09)

Java 0.04 (−0.21)

Python3 0.06 (−0.10)

Rust 0.11 (−0.12)

平均 0.07 (−0.13)

(b) cargo-fixを適用した場合のコンパイル
エラーの割合

GPT-4

(cargo-fix)
Rust

C++ 0.09 (−0.01)

COBOL 0.10 (±0.00)

Go 0.07 (−0.01)

Java 0.09 (−0.02)

Python3 0.15 (−0.02)

平均 0.10 (−0.01)

ある cargo-fix9を用いることで自動解決できるエラーが含まれていることが確認できた．こ
れらのツールを用いることでどのように精度が向上するか調査する．
調査 2で出力されたGoコードとRustコードにそれぞれ goimportsと cargo-fixを適用し

た場合の精度を表 9に，コンパイルエラーの割合を表 10に示す．表における縦軸は翻訳元
言語，横軸は翻訳先言語を示す．また，括弧内の数値は各ツール適用前との差分を示し，表
9においては精度が上がった場合は背景色を緑，精度が変化しなかった場合は背景色を灰と
し，表 10においては割合が低下した場合は背景色を緑，割合が変化しなかった場合は背景
色を灰としている．
結果から，静的解析ツールを利用することで一部のコンパイルエラーの解消，精度の向

上が可能であることが確認できる．特に，goimportsを適用した場合に関しては精度が平
均+0.09，コンパイルエラーの割合が平均−0.13と大幅に性能が向上している．
この結果は，GPT-4などのコード生成可能な LLMに静的解析ツールを組み込むことで，

さらに高精度にコード生成を行うことができるようになることを示す．

9https://doc.rust-lang.org/cargo/commands/cargo-fix.html
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7 調査 3: プロンプトの言語が翻訳の精度に与える影響

コード翻訳タスクにおけるプロンプトの言語の影響を調査するために，プロンプトの言語
が英語の場合と日本語の場合の翻訳の精度を比較する．

7.1 調査方法

プロンプトの言語を英語に変更して実験を行い，調査 2の結果と比較する．GPT-4に与
えるプロンプト以外の条件は調査 2と同じとする．

7.2 モデルの設定

GPT-4はAPIを使用し，モデルは gpt-4-0613を選択した．C++からRustへの翻訳を行
う際のプロンプトを以下に例示する．� �

You are an excellent software developer.

Translate the following source code, written in C++, into Rust source code. Make

sure that you only output the results of the translation.

```

{C++で記述されたソースコード }
```� �

7.3 結果

プロンプトを英語に変更して実験した精度を表 11に，コンパイルエラーの割合を表 12に
示す．表における縦軸は翻訳元言語，横軸は翻訳先言語を示す．また，括弧内の数値はプロ
ンプトが日本語の場合の精度との差分を示し，表 11においては精度が上がった場合は背景
色を緑，精度が下がった場合は背景色を赤，精度が変化しなかった場合は背景色を灰，表 12

においては割合が減少した場合は背景色を緑，割合が増加した場合は背景色を赤，割合が変
化しなかった場合は背景色を灰としている．
調査 3の結果と調査 2の結果に対して T検定を行った結果，精度には有意差が存在 (p =

0.002 < 0.05)し，コンパイルエラーの割合には有意差が存在しなかった (p = 0.07 > 0.05)．
つまり，プロンプトが日本語のほうが精度が高くなり，コンパイルエラーの割合は差がない
ことが確認できる．
この結果から，コード翻訳タスクに関しては日本語話者はプロンプトを英語に翻訳する必

要がないことがわかる．
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表 11: プロンプトを英語に変更した場合の精度

GPT-4 C++ COBOL Go Java Python3 Rust 平均

C++ -
0.01

(±0.00)

0.66

(−0.04)

0.91

(+0.01)

0.67

(+0.04)

0.58

(−0.05)

0.57

(−0.02)

COBOL
0.51

(−0.02)
-

0.17

(−0.12)

0.58

(−0.07)

0.54

(−0.04)

0.46

(−0.07)

0.45

(−0.06)

Go
0.91

(+0.01)

0.03

(+0.02)
-

0.91

(−0.03)

0.63

(−0.04)

0.56

(−0.02)

0.61

(−0.01)

Java
0.92

(+0.01)

0.01

(±0.00)

0.58

(−0.02)
-

0.50

(−0.06)

0.63

(−0.01)

0.53

(−0.01)

Python3
0.79

(−0.05)

0.00

(−0.02)

0.39

(−0.21)

0.84

(−0.03)
-

0.69

(+0.04)

0.54

(−0.06)

Rust
0.84

(−0.02)

0.01

(+0.01)

0.59

(−0.03)

0.89

(−0.01)

0.57

(−0.17)
-

0.58

(−0.04)

平均 0.79

(−0.02)

0.01

(±0.00)

0.49

(−0.07)

0.83

(−0.02)

0.58

(−0.07)

0.58

(−0.03)

0.55

(−0.03)

7.4 考察

7.4.1 コード生成タスクにおけるプロンプトの言語の影響

LLMが出力するソースコードの安全性に関する調査 [45]において，プロンプトが英語の
場合も日本語の場合も生成されるコードの安全性は基本的に変化せず，一部の実験で日本語
の場合のほうが有意に安全であったと報告されている．この報告と本実験での結果を考慮す
ると，コード生成に関するタスクにおいてはプロンプトを日本語で記述した方が英語で記述
した場合よりも高精度な出力が返ってくる可能性が考えられる．
日本語と英語以外の言語においても精度の差があると考えられるため，コード生成タスク

におけるプロンプトの言語の影響の詳細な調査は今後の課題である．
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表 12: プロンプトを英語に変更した場合のコンパイルエラーの割合

GPT-4 C++ COBOL Go Java Python3 Rust 平均

C++ -
0.77

(+0.01)

0.15

(−0.01)

0.02

(+0.01)

0.00

(±0.00)

0.15

(+0.05)

0.22

(+0.01)

COBOL
0.09

(+0.12)
-

0.31

(+0.10)

0.07

(+0.02)

0.00

(±0.00)

0.26

(+0.16)

0.15

(+0.06)

Go
0.01

(±0.00)

0.64

(−0.08)
-

0.01

(±0.00)

0.00

(±0.00)

0.07

(−0.01)

0.15

(−0.01)

Java
0.02

(+0.02)

0.74

(+0.09)

0.24

(−0.01)
-

0.00

(±0.00)

0.09

(−0.02)

0.22

(+0.02)

Python3
0.04

(+0.03)

0.66

(−0.03)

0.19

(+0.03)

0.03

(+0.12)
-

0.16

(−0.01)

0.22

(+0.01)

Rust
0.02

(±0.00)

0.74

(+0.03)

0.16

(−0.07)

0.01

(±0.00)

0.00

(±0.00)
-

0.19

(±0.00)

平均 0.04

(+0.02)

0.71

(±0.00)

0.21

(+0.01)

0.03

(+0.01)

0.00

(±0.00)

0.15

(+0.04)

0.19

(+0.01)

8 調査 4: プロンプトにChain-of-Thoughtを導入した場合の精度

Chain-of-Thoughtをプロンプトに導入することで精度がどのように向上するか調査する．
本調査では単純にプロンプトの末尾に思考の連鎖を促すプロンプトを追加する Zero-Shot

Chain-of-Thought [20]を採用する．

8.1 調査方法

プロンプトに Chain-of-Thoughtを導入して調査 2の結果と比較する．

1. データセットに含まれる C++のソースコードをGPT-4を用いて Rustで記述された
ソースコードに翻訳．プロンプトには Chain-of-Thoughtを含む．

2. プロンプトに Chain-of-Thoughtを導入することで断片的にソースコードが出力され
る場合があり，そのような場合は単純にコードブロックの結合を行う．このとき以下
のルールを適用する．

• 必要なコードブロックを手作業で選択して結合を行う．
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COBOLのプログラムからRustのプログラムへの変換は以下の通りです：

1. ファイルの読み込み：
```
use std::fs::read_to_string;
```
2. ⽂字列の変換：
```
use std::str::to_uppercase;
```
3. 主要な処理部分：
```Rust
fn main() -> std::io::Result<()> {

let mut inp = read_to_string("sysin")?; // ファイルの読み込み
inp = inp.trim().to_string(); // ⽂字列のトリム
println!("{}", inp.to_uppercase()); // ⽂字列の⼤⽂字変換と表⽰
Ok(())

}
```

use std::fs::read_to_string;
use std::str::to_uppercase;
fn main() -> std::io::Result<()> {

let mut inp = read_to_string("sysin")?; // ファイルの読み込み
inp = inp.trim().to_string(); // ⽂字列のトリム
println!("{}", inp.to_uppercase()); // ⽂字列の⼤⽂字変換と表⽰
Ok(())

}

コードブロックの結合

図 4: GPT-4が断片的に出力したコードブロックを結合する例

• コードブロック内は一切変更しない．
• コードブロックの順序は入れ替えない．

結合の例を図 4に示す．

3. 各問題のテストケースを実行し，全てのテストケースに通過すれば翻訳は正しいとす
る．このとき，実行時間を 10秒に制限し，これを超えた場合はテストケースに失敗し
たとみなす．

4. 正しい翻訳が出力される精度を調査する．
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表 13: プロンプトに Chain-of-Thoughtを導入した場合の精度

GPT-4 C++ COBOL Go Java Python3 Rust 平均

C++ -
0.01

(±0.00)

0.71

(+0.01)

0.89

(−0.01)

0.66

(+0.03)

0.55

(−0.08)

0.56

(−0.03)

COBOL
0.47

(−0.06)
-

0.16

(−0.13)

0.40

(−0.25)

0.48

(−0.10)

0.34

(−0.20)

0.37

(−0.15)

Go
0.89

(−0.01)

0.02

(+0.01)
-

0.86

(−0.08)

0.66

(−0.01)

0.53

(−0.05)

0.59

(−0.03)

Java
0.89

(−0.02)

0.01

(±0.00)

0.59

(−0.01)
-

0.54

(−0.02)

0.63

(−0.01)

0.53

(−0.01)

Python3
0.71

(−0.13)

0.01

(−0.01)

0.54

(−0.06)

0.76

(−0.11)
-

0.63

(−0.03)

0.53

(−0.07)

Rust
0.86

(±0.00)

0.01

(+0.01)

0.59

(−0.03)

0.87

(−0.03)

0.67

(−0.07)
-

0.60

(−0.02)

平均 0.76

(−0.05)

0.01

(±0.00)

0.52

(−0.04)

0.76

(−0.09)

0.60

(−0.05)

0.54

(−0.11)

0.53

(−0.05)

8.2 モデルの設定

GPT-4はAPIを使用し，モデルは gpt-4-0613を選択した．C++からRustへの翻訳を行
う際のプロンプトを以下に例示する．プロンプト末尾の「段階的に考えてください」の箇所
が Zero-Shot Chain-of-Thoughtに該当する．� �
あなたは優秀なソフトウェアエンジニアです．C++で記述された以下のソースコード
をRustのソースコードに翻訳してください．
```

{C++で記述されたソースコード }
```

段階的に考えてください．� �
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表 14: プロンプトに Chain-of-Thoughtを導入した場合のコンパイルエラーの割合

GPT-4 C++ COBOL Go Java Python3 Rust 平均

C++ -
0.68

(−0.08)

0.09

(−0.07)

0.01

(±0.00)

0.00

(±0.00)

0.11

(+0.01)

0.18

(−0.03)

COBOL
0.08

(+0.01)
-

0.29

(+0.08)

0.20

(+0.15)

0.00

(±0.00)

0.18

(+0.08)

0.15

(+0.06)

Go
0.01

(±0.00)

0.68

(−0.04)
-

0.04

(+0.03)

0.00

(±0.00)

0.16

(+0.08)

0.18

(+0.02)

Java
0.03

(+0.03)

0.74

(+0.09)

0.21

(−0.04)
-

0.00

(±0.00)

0.15

(+0.04)

0.23

(+0.03)

Python3
0.05

(+0.04)

0.65

(−0.04)

0.12

(−0.04)

0.01

(±0.00)
-

0.15

(−0.02)

0.20

(−0.01)

Rust
0.04

(+0.02)

0.69

(−0.02)

0.13

(−0.10)

0.03

(+0.02)

0.00

(±0.00)
-

0.18

(−0.01)

平均 0.04

(+0.02)

0.69

(−0.02)

0.17

(−0.03)

0.06

(+0.04)

0.00

(±0.00)

0.15

(+0.04)

0.19

(+0.01)

8.3 結果

プロンプトにChain-of-Thoughtを導入した場合の精度を表 13に，コンパイルエラーの割
合を表 14に示す．表における縦軸は翻訳元言語，横軸は翻訳先言語を示す．また，括弧内
の数値はプロンプトが日本語の場合の精度との差分を示し，表 13においては精度が上がっ
た場合は背景色を緑，精度が下がった場合は背景色を赤，精度が変化しなかった場合は背景
色を灰，表 14においては割合が減少した場合は背景色を緑，割合が増加した場合は背景色
を赤，割合が変化しなかった場合は背景色を灰としている．
調査 4の結果と調査 2の結果に対して T検定を行った結果，精度には有意差が存在 (p =

0.0003 < 0.05)し，コンパイルエラーの割合には有意差が存在しなかった (p = 0.43 > 0.05)．
つまり，コード翻訳タスクにおいては Chain-of-Thoughtを導入しない方が精度が高くな

ることが言える．
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8.4 考察

8.4.1 Chain-of-Thoughtによる逐次的な翻訳の悪影響

表 13の結果から，特に翻訳元言語がCOBOLの場合に大きく精度が低下していることが
わかる．Chain-of-Thoughtを導入することでより逐次的に翻訳を行うようになり，そのこ
とがパラダイムや仕様が大きく違う言語間の翻訳において悪影響を及ぼしていると考えら
れる．
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9 妥当性への脅威

9.1 内的妥当性

9.1.1 データセットに含まれるテストケースの品質

データセットに含まれるテストケースの網羅性が低いと実験の信頼性が失われる．本研究
で作成したデータセットのドメインである AtCoderでは，コンテスト中にテストケースの
不備が発覚した場合にコンテスト後に不備を補うテストケースが追加される．
本研究で作成したデータセットはそのようなテストケースも含んでいるため，テストケー

スの不備による妥当性の脅威は小さいと考えられる．

9.1.2 GPT-4の出力の自然言語部分の影響

本実験ではGPT-4の自然言語部分を考慮しておらず，自然言語部分に含まれる指示に従
うことで精度が向上する可能性が考えられる．
例えば，調査 4の COBOLから Javaへの翻訳において図 5のような結果が出力された．

今回の調査 4では単純な結合のみを行った結果，コンパイルエラーとなったが，自然言語部
分の指示に従って適切にコードブロックの結合を行い，インポートを補完することでコンパ
イルエラーを解決することができる．
このように，出力の自然言語部分の指示に従って適切にコードブロックの統合，補完をす

ることで精度が向上する可能性が考えられる．

9.1.3 LLMの非決定性による影響

LLMは非決定的であり [22]，同一モデル，同一プロンプトであっても複数回実行するこ
とで出力が変化する．LLMによるコード生成における非決定性の脅威は深刻であり，科学
的結論の妥当性に対する重大な脅威が存在すると関連研究で報告されている [30]．
本研究における実験では，各翻訳を一度ずつしか実行していないため LLMの非決定性に

よる妥当性の脅威は存在すると考えられる．

9.2 外的妥当性

9.2.1 再現性の問題

LLMは同じモデルとプロンプトであっても出力が一定ではないため，本研究の結果を完
全に再現することは不可能である．
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COBOL の各部分を Java に翻訳すると次のようになります。

まず、データ部を考えます。

```java
public class Main {

// 中略
}
```

次に、PROCEDURE DIVISIONを考えます。
Javaではメソッドとして表現するのが理にかなっています。

```java
public static void main(String[] args) throws IOException {

// 中略
}
```

次に、このPROCEDURE内のループについて考えてみましょう。

```java
// ループを2重に実装しましょう。
for(i = 0; i < 7; i++) {

// 中略
}

// フラグの値に応じて出⼒を変えています。
if (flg == 1) System.out.println("Yes");
else System.out.println("No");
```

これでCOBOLのプログラムをJavaへ翻訳できました。
お⼿数となりましたが、上記の⽚段を統合して完成したプログラムを作成してください。

図 5: 自然言語による指示の影響があると考えられる出力 (ソースコード部分は一部省略)

また，GPT-4は定期的に新しいモデルが発表され，古いモデルは非推奨になる．今後非
推奨のモデルが非公開になる可能性も考えられ，その場合には本研究で使用したモデルを用
いた実験を行うことは不可能になる．

9.2.2 通常のプロジェクトにおける精度

本研究で作成したデータセットのドメインは競技プログラミングサイトに提出された解答
に限られている．そのため，通常のプロジェクトのソースコードにおける翻訳の精度は本研
究で報告した精度とは異なる可能性がある．
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10 おわりに

本研究ではGPT-4が事前学習していないデータからデータセットを新たに作成してGPT-4

のコード翻訳タスクの精度の調査を行った．具体的には既存のニューラル機械翻訳モデルと
GPT-4の精度比較 (調査 1)，異なる特徴の言語間における翻訳の精度の調査 (調査 2)，プロ
ンプトに使用する言語が翻訳の精度に与える影響の調査 (調査 3)，プロンプトに Chain-of-

Thoughtを導入した場合の精度の調査 (調査 4)を行った．
調査 1ではGPT-4が最新のニューラル機械翻訳モデルであるTransCoder-IRよりも高精

度でコード翻訳を行えることがわかった．調査 2ではコード翻訳においては翻訳元言語より
も翻訳先言語の影響が大きいことを明らかにし，特に翻訳先言語が COBOLである場合の
精度が低いことがわかった．また，出力された結果に対して静的解析ツールを利用すること
で精度が向上することもわかった．調査 3ではプロンプトの言語が日本語の方が英語の場合
よりも高精度で自動コード翻訳を行えることがわかった．調査 4ではChain-of-Thoughtは
自動コード翻訳タスクにおいては有効ではないことがわかった．
今後の課題として以下が挙げられる．

実プロジェクトにおける精度調査

本研究ではデータセットのドメインが競技プログラミングサイトに提出された解答に限ら
れているため，通常のプロジェクトにおけるソースコードと性質の乖離がある可能性がある．
競技プログラミングサイトに提出された解答と通常のプロジェクトにおけるソースコードの
乖離を調査し，大きく乖離している場合は実プロジェクトから新たにデータセットを作成し
て精度を調査することが考えられる．

出力されたコードの自然さの調査

GPT-4が出力したソースコードが自然であるかどうか調査を行う．自然さの調査は関連
研究 [13]で述べられている以下の手法を用いて行う．

1. 対象の言語のデータセットから n-gram言語モデルを学習する．

2. 学習済み n-gram言語モデルを用いてGPT-4が出力したソースコードの自然さを計算
する．

プロンプトの言語が翻訳の精度に与える影響の詳細な調査

本研究によってプロンプトの言語が日本語のほうが英語の場合よりも翻訳の精度が高いこ
とが明らかになった．自然言語に関するタスクでは，プロンプトの言語が英語の方が日本語
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の場合よりも高精度であると報告されている [29]ことから，ソースコードに関するタスク
と自然言語に関するタスクではプロンプトの言語の影響が異なる可能性がある．日本語と英
語以外のプロンプトで自動コード翻訳を行い，精度の傾向を調査することが考えられる．

プロンプトにRecursively Criticizes and Improves (RCI) [18]を導入した場合の精
度の調査

RCIとは LLMの出力を LLM自身で再帰的に批判することで改善を試みるプロンプトエ
ンジニアリングの手法である．これをプロンプトに導入することで精度がどのように変化す
るか調査する．また，Chain-of-Thoughtと同時に使用することで，より性能が向上すると
いう報告 [18]もあることから，Chain-of-ThoughtとRCIを組み合わせたプロンプトで翻訳
の精度の調査を行うことも考えられる．

LLMの非決定性による妥当性の脅威の軽減

内的妥当性の脅威に関する節で述べたように，LLMの出力は非決定的であり，そのこと
が本実験の結論の妥当性を脅かす可能性がある．このような妥当性の脅威の軽減のために，
関連研究 [30]で述べられているような，複数回翻訳を実行して精度の平均・分散・分布など
を調査することが挙げられる．
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